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基于改进YOLO11的番茄叶片病害检测方法
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摘要 为解决番茄叶片病害检测中存在的类别分布不均、小目标特征提取困难及复杂环境检测精度不足等

问题，提出了一种融合多模块的 YOLO11改进算法。模型首先采用自适应阈值焦点损失函数（adaptive thresh⁃
old focal loss，ATFL）替换传统的交叉熵损失，通过动态权重分配策略，针对病害样本不平衡问题优化训练过程，

增强模型对低频病害类别的特征学习能力，提高整体检测精度；其次，引入混合池化注意力模块（hybrid pooling 
attention，HPA）替换C3k2模块中的普通卷积，设计并行池化分支，结合分组特征重校准技术，强化小目标病害

的空间特征提取能力，提升复杂背景下的抗遮挡检测能力；最后，将Conv结构中的归一化替换为重参数批归一

化（re-parameterized batch normalization，RepBN），引入可学习调节参数重构归一化过程，稳定训练阶段的特征

分布，加速模型收敛并增强泛化性能。结果显示，改进后的YOLO11模型在番茄叶片病害数据集上有着很好的

性能，其精确率、召回率、mAP@0.5和 mAP@0.5：0.95评价指标相较于 YOLO11基础模型分别提升了 5.8、4.3、
2.3和1.2百分点，特别是在小目标病害区域和密集遮挡场景下，具有很好的检测效果。结果表明，YOLO11改进

算法有效提升模型对番茄叶片病害的检测性能，实现番茄叶片病害检测精度与鲁棒性的同步提升。
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番茄作为全球重要的蔬菜作物，其产量与品质

对农业经济和食品安全均有重要影响［1］。然而，在番

茄生长过程中，很容易受到各种病害的侵扰，为了能

够有效防治这些病害，快速准确地识别番茄叶片病

害显得尤为重要［2］。根据联合国粮食及农业组织

（FAO）统计，病害导致的番茄产量损失每年高达

15%~20%，其中叶片病害占比超过 60%。早疫病、

晚疫病、叶霉病等常见病害初期症状细微，易受田间

复杂光照、叶片重叠遮挡、病斑大小差异显著等因素

影响，导致传统人工检测效率低下，漏检率高，而且

又费时费力，易受外界环境的影响［3］，难以满足智慧

农业自动化监测与精准防治的需求。因此，尽早准

确地识别这些病害对于及时干预和控制至关

重要［4］。

传统番茄叶片病害的检测和诊断主要依靠人工

观察叶片情况，并凭借经验做出判断。然而，番茄叶

片病害种类繁多、症状相似度高，且易受田间复杂光

照、叶片重叠、粉尘附着等环境因素干扰，传统人工

识别不仅依赖操作者的丰富经验，还存在效率低下、

主观性强、漏检和误检率高等突出问题［5］，难以满足

智慧农业自动化、精准化监测的现实需求。随着深

度学习技术在农业智能检测领域的深度渗透，其强

大的特征提取与模式识别能力，为突破传统方法的

局限提供了新路径，众多学者针对农作物病虫害检

测开展了大量探索性研究［6］。Sardogan 等［7］提出了

一种结合卷积神经网络（convolutional neural net⁃
works，CNN）与学习矢量量化（learning vector quanti⁃
zation，LVQ）的番茄叶部病害检测与分类技术，该技

术可有效识别 4种不同类型的番茄叶部病害。方晨

晨等［8］提出了一种高效的番茄病害识别模型，创新性

地采用多尺度卷积结构替代传统单一尺度卷积，增

强特征提取能力。同时引入深度可分离卷积技术代

替部分标准卷积层，减少了模型参数，该优化模型在

保持较高识别性能的同时实现了轻量化，平均识别

准确率达 98.58%，在实际应用中具有显著优势。Liu
等［9］在 YOLOv3 算法基础上进行改进，通过运用图
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像金字塔技术实现了对番茄病虫害的多尺度特征检

测，进而达成了对病虫害的快速分类与具体位置的

精确识别。Karthik 等［10］提出了 2 种不同的深层架

构，首先利用残差学习提取分类特征，再结合注意力

机制对 3种番茄叶片病害进行识别，实现了较高的识

别精度。周巧黎等［11］提出了一种改进的 Mobile⁃
NetV3 模型，通过结合 MixUp 数据增强、Focal Loss
损失函数和迁移学习技术，有效提升了模型对番茄

叶片病害的识别精度和推理速度。贾兆红等［12］创新

性地提出融合ResNet架构与双线性注意力机制的深

度学习方法，通过整合多尺度特征提取和注意力机

制，显著增强了网络对病害细粒度特征的表征能力，

该方法在面对 14类不同的番茄叶片病害时，展现出

强大的检测能力，检测准确率高达86.89%。

上述研究虽然通过优化网络结构、引入注意力

机制、改进损失函数等方法有效解决了传统番茄叶

片病害检测中类别区分难、准确率低等问题，但是在

复杂场景下对小目标病害检测精度不足、类别不平

衡导致的训练偏差，以及卷积过程中归一化效率待

优化等问题还有待解决。因此，本研究提出在 YO⁃
LO11模型中引入混合池化注意力模块（hybrid pool⁃
ing attention，HPA）、自适应阈值焦点损失函数

（adaptive threshold focal loss，ATFL）和重参数批归

一化（re-parameterized batch normalization，RepBN）。

通过HPA模块集成多维度池化操作强化空间特征捕

捉能力，运用 ATFL 动态校准损失权重以缓解类别

不平衡对训练的干扰，借助 RepBN 优化卷积归一化

机制提升模型训练的稳定性，以期实现番茄叶片病

害检测精度与鲁棒性的同步提升。

1　材料与方法

1.1　数据集

本改进算法所采用的试验数据集源自Kaggle平
台的 PlantVillage 公开数据集，以及经由合法途径获

取的私有数据集并自行标注所得。该数据集共计包

含 9类病虫害样本，涵盖健康（health）、花叶病（mosa⁃
ic disease）、早疫病（early blight disease）、晚疫病（late 
blight disease）、斑枯病（septoria disease）、黄曲叶病

（yellow leaf curl disease）、叶霉病（leaf mold disease）、

潜叶蝇（leaf miner）、红蜘蛛（spider mites），样本总量

为 3 920张，具体类别信息如表 1所示。其中，大部分

图像采用单叶片独立成像格式（约占数据集的

70%），清晰呈现单一叶片的完整病害特征或健康状

态，小部分采用多叶片组合成像格式（约占数据集的

30%），单张图像内集成多个叶片样本，可能分属不

同病害类别，这种混合格式设计模拟了更贴近实际

的复杂场景。采用 LabelImg对这 9类数据集进行标

注，将标注信息存储为 txt格式，针对每个叶片单独进

行框选操作，标注出叶片上病害的位置与类别，从而

使模型能够更有效地开展训练与特征学习。通过翻

转、旋转、裁剪、缩放、平移等方式对数据集进行数据

增强，提升模型的泛化能力，减少过拟合。最后将数

据集按照 8∶1∶1的比例划分为训练集、测试集和验证

集，其中，训练集 3 136张、测试集 392张、验证集 392

表1　番茄叶片病害数据集

Table1　Tomato leaf disease dataset

图像

Images

病虫害类别

Pest and disease 
categories

健康

Healthy

花叶病

Mosaic disease

早疫病

Early blight disease

晚疫病

Late blight disease

斑枯病

Septoria disease

黄曲叶病

Yellow leaf curl disease

叶霉病

Leaf mold disease

潜叶蝇

Leaf miner

红蜘蛛

Spider mites

样本标注数量

Number of annotated 
samples

729

1 546

1 057

1 612

1 570

1 556

1 276

1 233

1 252

116
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张，为模型训练提供数据支撑。

1.2　实验环境配置

本研究所用的操作系统为 Windows11 64 位，

GPU 为 NVDIA GeForce RTX4060，CPU 为 Intel
（R） Core（TM） i7-14650HX，深度学习框架为 Py⁃
Torch，CUDA 版本为 11.8，PyTorch 版本为 2.0.1，
Python版本为3.10.16。

在训练之前，需要对配置文件的参数进行更改，

使其能够符合数据集的训练要求，训练参数设置如

表2所示。

1.3　评估指标

为了能够客观评价模型对番茄叶片病害的检测

效果，本研究采用精确率（precision，P）、召回率（re⁃
call，R）、平均精度（average precision，PA）、平均精度

均值（mean average precision，PmA）、参数量（parame⁃
ters）和浮点运算速度（floating-point operations per 
second，FLOPs）作为评估指标。

其中，精确率表示正确检测的正样本占所有预

测正样本的比例，召回率表示正确检测的正样本占

所有真实正样本的比例：

P = TP

TP + FP
 （1）

R = TP

TP + FN
 （2）

式（1）~（2）中，TP 表示正确检测到的病害类别

的数量，FP 表示误检病害类别的数量，FN 表示未检

测到的病害类别的数量。在目标检测中，精确率高

意味着误检少，召回率高则表示漏检少。PmA对多个

类别 PA 的平均值，PA 是针对每个类别，根据其精确

率和召回率曲线下的面积来计算：

PA =∫
0

1
P (r ) dr （3）

PmA = 1
n ∑

i = 1

n

PA ( )4

式（3）~（4）中，P（r）表示的是召回率为 r时的精

确率，PA 是对 PR 曲线采样点求和得到的，n 表示的

是番茄叶片病害样本的类别数量。另外，mAP@0.5
表示在 IoU阈值为 0.5时计算得到的平均精度均值，

mAP@0.5：0.95 表示在 IoU 阈值从 0.5 到 0.95，以

0.05为步长进行取值时，计算得到的一系列PmA值。

1.4　YOLO11模型

YOLO11 是 Ultralytics 公司在 2024 年 9 月发布

的目标检测模型，延续了该系列标志性的“单阶段、

全卷积、端到端”的设计思路，在检测速度、识别精

度、多任务处理能力以及边缘设备部署性能等方面

都有了显著提升。而且YOLO11采用了改进的主干

和颈部架构，提升了特征提取能力，让模型在处理复

杂任务时能更精准地检测目标［13］。如图 1所示，YO⁃
LO11 模型结构由主干网络（Backbone）、颈部网络

（Neck）、检测头（Head）3部分组成［14］，主干网络负责

从原始图像中提取特征信息；颈部网络使用自下向

上与自上向下相结合的特征金字塔网络融合来自不

同层级的多尺度信息；检测头则负责分类预测以及

边界框位置预测［15］。与前几代相比，YOLO11 主要

引入了对 C2f 优化的 C3k2 机制，使特征提取能力更

加灵活；添加了包含注意力机制的结构 C2PSA 模

块，增强特征表示的有效性，帮助模型聚焦在图像的

关键部分，提高检测的准确性和效率［16］；在检测头中

加入 2 个深度可分离卷积 DWConvs，减少了参数量

和计算量，同时保持了检测精度［17］。针对复杂场景，

YOLO11 增强了多尺度目标的检测能力，尤其在小

目标和遮挡目标的识别上有明显进步，通过共享特

征层减少计算冗余，提升了模型综合效率。

然而，将YOLO11应用于番茄叶片病害检测时，

仍存在一些问题。特别是在光照变化剧烈的复杂田

间环境下，训练过程不稳定；由于叶片密集遮挡，无

法保留关键判别信息；对番茄叶片病害检测存在类

别不平衡的情况，导致出现漏检或误判等问题。

1.5　YOLO11改进模型

在番茄叶片病害检测数据集中，不同病害类别

的样本数量差异明显，这种不平衡的样本分布会导

致模型训练时偏向于样本数量多的类别，传统的损

失函数在处理这种不平衡数据时，难以有效区分不

同类别的样本，使得模型对样本数量少的病害类别

检测精度较低，容易出现漏检或者误检的情况；番茄

叶片上的一些病害，比如‘septoria’，其病斑通常较

小，在图像中占据的像素数量少。同时，由于叶片的

重叠、纹理的干扰以及拍摄角度等因素，部分病斑可

能会被遮挡，常规的卷积操作难以捕捉到小目标的

表2　训练参数

Table 2　Training parameters

参数项 Parameter item
图片尺寸 Image size
训练轮次 Training rounds
批量大小 Batch size
学习率 Learning rate
动量 Momentum
线程数 Number of threads

数值 Numerical value
640×640

200
32

0.01
0.937

8

117
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细微特征，对于被遮挡部分的特征更容易忽略，从而

导致模型对这些病害的检测精度不高，影响整体的

检测效果；在YOLO11的卷积神经网络结构中，归一

化操作对于模型的训练稳定性和性能至关重要。传

统的归一化方法在处理复杂的番茄叶片图像数据

时，存在一定的局限性。由于番茄叶片的纹理、颜色

等特征较为复杂，难以准确地对特征进行归一化处

理，进而导致模型训练过程中出现梯度不稳定等问

题，影响模型的整体性能和检测精度。针对上述番

茄叶片病害检测面临的核心挑战：类别不平衡导致

模型偏好主导类别、小目标/遮挡病害特征提取困难

以及复杂叶片纹理下归一化稳定性不足的问题，本

研究提出了一种协同优化的改进算法，融合了自适

应阈值焦点损失函数（ATFL）、混合池化注意力模块

（HPA）和重参数化批归一化（RepBN），显著提升了

模型在复杂田间场景下的鲁棒性和检测精度，如图 2
所示。ATFL根据每个样本的预测概率和真实标签

之间的差异，自适应调整阈值，进而调整损失权重；

HPA 替换 YOLO11 中的 C3k2 模块中的普通卷积，

在不同空间维度上分别进行平均池化和最大池化操

作，然后利用分组和重加权的思想对输入特征图进

行分组处理，通过跨空间学习的方式整合不同组的

特征，自适应地重新校准通道间的关系，从而有效捕

捉和学习复杂的低级特征表示，增强对小目标和被

遮挡目标的检测能力；RepBN 替换 YOLO11中主干

和颈部部分Conv模块中的归一化，通过引入可学习

参数，对传统的归一化方法进行改进，根据数据的特

点动态调整归一化方法，以适应复杂的番茄图像数

据。ATFL、HPA 与 RepBN 并非孤立运作，而是形

成了针对番茄叶片病害检测痛点的协同优化闭环：

ATFL 确保模型关注所有类别（尤其是稀少类），

HPA精准提取复杂场景下的关键特征（特别是小/遮
挡目标），RepBN则为前两者的有效训练提供稳定的

特征分布基础。

1）自适应阈值焦点损失函数（ATFL）。在利用

YOLO11基础模型对番茄叶片病虫害数据集进行检

测时，受限于传统损失函数的固有缺陷与数据集自

身特性，模型在类别不平衡处理、特征混淆区分及难

分类别学习等方面存在显著不足，导致对健康类、黄

曲叶病、叶霉病、潜叶蝇等病害的检测性能薄弱。

自适应阈值焦点损失函数（ATFL）［18］是一种针

对目标检测中类别不平衡与难分样本忽视问题设计

的动态权重损失函数。其核心目标是通过预测概率

动态调整样本损失权重，实现“易分样本权重抑制、

难分样本权重增强”，从而提升模型对少数类和低显

著性特征的检测能力。ATFL 基于焦点损失（focal 
loss）的“难例聚焦”思想，针对传统焦点损失函数固

定阈值无法适应复杂数据集的问题，引入动态阈值

图1 YOLO11模型结构

Fig. 1 Structure of the YOLO11 model
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调整机制，使损失权重随样本预测难度自适应变化。

主要有自适应性、焦点机制、阈值分治等特性，ATFL
会先计算基础损失，设输入样本预测值为 x，真实标

签为 y ∈ { 0，1 }，基础损失函数为二元交叉熵（BCE）：

Lbase =- 1
N ∑

i = 1

N

[ yi logσ (xi)+

(1 - yi ) log (1 - σ ( xi ) ) ] （5）
式（5）中，N 为批次样本总数，yi 为第 i个样本的

真实标签。其中 σ (xi)= 1
1 + e-xi

为 Sigmoid 函数，

输出逐元素损失，便于后续加权。对于正类样本，

预测概率直接反映模型对该类的置信度；对于负类

样本则通过 σ( xi ) 衡量正确预测为负类的概率，

记为 p t：

p t = y∙σ (x)+ (1 - y) ∙ (1 - σ (x) ) （6）
式（6）中，p t 的值域为［0，1］。当 p t → 1 时，样本

易分类；当 p t → 0时，则表明样本难分类。为避免单

批次数据波动对损失权重的干扰，模块引入指数移

动平均（exponential moving average，EMA）机制对全

局预测难度进行平滑处理，首先计算当前批次所有

样本的平均预测概率，通过加权更新公式实现历史

趋势与当前分布的平衡，记为 pnew
t ：

pnew
t = λ∙pold

t + (1 - λ) ∙ -p t （7）

式（7）中，
-p t 为当前批次所有样本的平均预测概

率，pold
t 为历史批次的平均预测概率均值，λ = 0.05为

平滑系数，该机制适用于健康类等少数样本，避免因

单批次样本缺失导致的阈值剧烈波动。基于平滑后

的阈值 pnew
t ，动态计算聚焦参数γ，能够控制难易样本

权重衰减速度，其值随阈值自适应调整：

γ =-log ( pnew
t ) （8）

当模型整体分类困难（pnew
t → 0）时，γ增大，强化

对难样本的关注；当分类较易（pnew
t → 1）时，γ 减小，

避免过度抑制易样本。针对样本分类难度的差异，

模块采用分治策略设计差异化的权重调制公式。对

于预测概率大于 0.5的易分样本通过MFhigh 降低损失

权重：

MFhigh = (1.000001 - p t) γ （9）

式（9）中，1.000001 为微小偏移量，避免 p t=1 时

出现零值。幂次衰减降低其损失权重，防止模型过

度优化易样本。对于预测概率≤0.5的难分样本，则

通过MFlow放大损失权重：

MFlow = (1.5 - p t)-log ( )pt + ϵ  （10）

式（10）中，引入数值稳定性项 ϵ = 1e-8，在 p t → 0

图2 YOLO11改进模型结构

Fig. 2 YOLO11 improved model structure
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时该项可显著放大损失权重，促使模型重点关注难

分样本。2类权重经条件判断完成合并后，再与基础

损失逐元素相乘，从而实现对不同难度样本的差异

化加权：

MF = MFhigh + MFlow  （11）
LATFL = Lbase ∙MF  （12）

ATFL的核心创新在于数据驱动的动态阈值机

制与分治权重策略，前者通过EMA平滑解决了健康

类等少数样本的预测波动问题，后者通过对数变换

与指数函数的结合，有效区分易分样本与难分样本

的梯度贡献。EFLNet采用固定步长的阈值更新，而

ATFL 通过 EMA 机制（λ=0.05）融合历史 50~80 个

批次的预测概率均值，有效解决了农业数据中少数

类样本（如健康叶片）的单批次波动问题。在番茄数

据集训练中，该策略使健康类样本的预测概率波动

幅度从 EFLNet的±0.32降至±0.08，模型收敛时的

损失波动标准差从 0.21降低至 0.09，验证了EMA对

训练稳定性的显著提升。相较于EFLNet，ATFL在

小众病害类 PA提升了 6.5%，收敛速度减少了 20%，

小目标病害召回率提升了16.4%，特征混淆类误检率

较少了40.6%。在番茄叶片病害数据集中，该机制显

著提升了健康类、黄叶卷曲病毒病、叶霉病和潜叶蝇

的检测精度，为解决反向类别不平衡与特征混淆难

题提供了系统性方案。

2）混合池化注意力模块（HPA）。针对番茄叶片

病虫害检测任务，鉴于传统卷积神经网络在复杂病

虫害特征提取中存在局限性，因此在 YOLO11 基础

模型中引入混合池化注意力模块（HPA）［19］， HPA
通过在C3k2结构中替换传统卷积层，有效增强了模

型对多尺度病害特征的语义融合能力，有效提升了

对健康叶片、黄曲叶病、斑枯病和潜叶蝇为害的检测

效率。

混合池化注意力模块（HPA）是一种融合多尺度

池化与跨空间注意力机制的特征增强模块，如图 3所

示。其核心思想是通过分组池化融合与跨空间注意

力校准，整合平均池化的全局统计信息与最大池化

的局部极值特征，实现对多尺度、低对比度目标的增

强表示。首先输入特征图X ∈ RB × C × H × W，其中B表

示批量大小，C为通道数，H和W分别代表特征图的

高度和宽度。为实现语义特征的解耦，使其能够针

对特定病害属性进行独立学习，沿通道维度将其划

分为G个子组：

Xgroup = Reshape (X，é
ë
êêêêB × G，

C
G

，H，W ù
û
úúúú ) （13）

通过该分组操作将原始特征解耦为G个低维子

空间（默认 G = 16），有效减少特征冗余并增强模型

对细微差异的敏感性。为全面捕捉空间特征信息，

设计双路径池化策略，分别提取全局统计特征和局

部显著特征。平均池化路径用于捕捉全局统计特

征，通过沿高度和宽度维度进行自适应平均池化操

作，得到垂直和水平方向的全局特征表示：

F h
avg = AdaptiveAvgPoolh(Xgroup)， 

F w
avg = AdaptiveAvgPoolw (Xgroup) （14）

最大池化路径则强化局部显著特征，通过沿相

同维度的自适应最大池化操作，突出特征中的局部

关键信息：

              F h
max = AdaptiveMaxPoolh(Xgroup)，

                     F w
max = AdaptiveMaxPoolw (Xgroup) （15）

式（15）中，h和w分别表示沿高度和宽度维度的池

化操作，AdaptiveAvgPoolh 和AdaptiveMaxpoolh 表示

沿高度方向的自适应池化操作，分别生成尺寸为( H，1)
的特征图；AdaptiveAvgPoolw 和 AdaptiveMaxPoolw

表示沿宽度方向生成尺寸为 (1，W )的特征图。通过

这 2种不同的池化方式，为后续的注意力融合提供多

维度的特征信息。为整合双路径池化得到的特征，

生成空间注意力权重矩阵，首先将 4条路径的特征进

图3 混合池化注意力模块结构

Fig. 3 Structure of the hybrid pooling attention module
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行拼接，然后通过 1 × 1卷积操作进行特征融合与降

维，最后经 Sigmoid 函数归一化得到空间注意力

权重：

Aspatial = σ (Conv1 × 1(Concat ([F h
avg，F w

avg，F h
max，F w

max ] ) ) ) 
 （16）

通过这种方式，有效整合了全局与局部特征信

息，生成具有空间选择性的注意力权重矩阵。在得

到空间注意力权重矩阵后，将其与分组特征进行元

素级乘积操作，实现对分组特征的自适应增强：

Y = Xgroup ⊗ Aspatial （17）
式（17）中，⊗表示元素级乘积。通过该操作，根

据空间注意力权重对分组特征中不同空间位置的特

征进行动态调整，增强关键区域的特征响应，抑制无

关区域的干扰。最后，为了恢复特征图的原始维度，

以适配后续的网络结构，对处理后的特征进行通道

重组：

Yout = Reshape (Y，[B，C，H，W ] ) （18）
HPA 通过分组-池化-融合-校准的 4层架构，精

准适配番茄叶片病害数据集中的复杂特征，有效解

决了 YOLOv11 在小目标检测与遮挡场景下的特

征提取难题，提升了对健康叶片、黄曲叶病、斑枯

病和潜叶蝇的检测效率，为低对比度分类、小目标

检测、形态多变性和鲁棒性等难题提供了系统性

解决方案。

3）重参数批归一化（RepBN）。YOLO11基础模

型采用传统BN层对卷积特征进行归一化，其固定的

均值和方差统计量在处理特征差异细微的类别时，

容易过度平滑原始输入的关键信息，而且传统BN层

的性能依赖大规模批量统计量，在处理类别不平衡

数据或小批量训练时，统计量波动易导致模型训练

不稳定，加剧对少数类别或复杂特征类别的检测偏

差，导致模型对健康叶片、花叶病、晚疫病、叶霉病、

潜叶蝇为害的检测精度不高。因此引入了重参数批

归一化（RepBN）［20］。本研究将其嵌入 YOLO11 的

Conv 模块，替换主干网络中的 Conv 归一化层，通过

Conv_RepBN 类实现卷积-归一化-激活的端到端

优化。

RepBN的核心思想是通过可学习参数动态调整

BN［21］与输入特征的融合比例，分为训练和推理 2个

阶段，如图 4 所示。RepBN 继承传统 BN 的核心功

能，对输入特征图计算批量均值μB和方差 σ2
B，并进行

归一化与尺度变换：

BN (X )= γ ⋅ X - μB

σ2
B + ϵ

+ β （19）

式（19）中，γ和 β为可学习的缩放与偏移参数，ϵ
为防止除零的极小值。RepBN引入标量参数 α，训练

开始时固定初始化为 1，目的是平衡 BN 归一化作用

与原始特征保留能力。针对番茄病害数据集中对比

度低的样本，α=1 的初始设定能确保边缘纹理等原

始特征不被过度平滑。将 BN 输出与原始输入特征

按权重融合，得到RepBN核心公式：

RepBN (X )= BN (X )+ α ⋅ X （20）
α并非固定值，其取值范围为（−∞，+∞），可通

过端到端训练动态调整：训练初期（0~50 epoch）快

速降至 0.6~0.8，增强BN稳定特征分布的能力；训练

中期（50~150 epoch）在 0.4~0.6区间波动，适配各类

病害的特征差异；训练后期（150~200 epoch）收敛至

0.2~0.3，强化潜叶蝇虫道等小目标病害的细节捕

捉。当 α=0 时，模块退化为标准 BN，当 α 增大时，

原始输入特征的贡献增强，有效保留未归一化的特

图4 重参数批归一化模块

Fig. 4 Batch normalization of multiple parameters
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征信息，避免梯度消失。将 RepBN 模块与卷积层、

激活函数集成，形成完整的卷积块，正向传播流

程为：

X '= Activation (RepBN (Conv (X ) ) ) （21）

其中，卷积层采用无偏置设计（bias=False），激

活函数默认使用 SiLU［22］，确保非线性变换的平滑

性。在推理阶段，BN的均值 μ和方差 σ 2 可视为固定

的全局统计量。此时，RepBN 的参数可与前序卷积

层进行融合，形成等效的带偏置卷积层，消除归一化

计 算 开 销 。 设 卷 积 层 权 重 为 W ∈ RCout × C in × k × k，

RepBN 的参数为 γ、β、α，以及推理阶段的统计量

μ、σ 2，则融合后的等效卷积权重 W '和偏置 b'可计

算为：

W '= W ⋅ (α + γ

σ 2 + ϵ )，     b'= β - γμ

σ 2 + ϵ
 （22）

融合后，推理流程可简化为：

X '= Activation (Conv'(X )+ b') （23）

其中，Conv'为融合后的卷积层。通过这一操

作，推理时无需执行 BN 的均值、方差计算和归一化

步骤，直接通过一次卷积运算完成特征变换，大幅提

升计算效率。

RepBN模块通过动态融合、重参数化等创新，在

模型训练上展现出显著优势，极大改善了对健康叶

片、花叶病、晚疫病、叶霉病、潜叶蝇的检测精度，提

升了模型的特征表达能力与训练稳定性。

2　结果与分析

2.1　消融实验

为了验证各个模块以及最终组合的有效性，设

置了多组消融实验。以YOLO11作为消融实验的基

准，增加单个或者组合多个改进模块融合到 YO⁃
LO11 中，保持每组实验环境和模型超参数相同，比

较添加不同改进模块对模型的影响，实验结果如表 3
所示。

由表 3可知，与原始模型相比，引入混合池化注

意力模块（HPA）替换传统卷积层后，模型的精确率

提升 0.3 百分点、mAP@0.5：0.95 提升 0.3 百分点，提

升效果不显著；但召回率提升 3.9百分点、mAP@0.5
提升 1.9百分点，提升效果显著，表明HPA模块对小

目标、遮挡目标的特征提取能力增强，有效降低了漏

检率。引入重参数批归一化（RepBN）替换 Conv 结

构中的归一化后，模型的 mAP@0.5：0.95提升 0.5百

分点，提升效果不显著；但精确率、召回率、mAP@0.5
分别提升 3.4、3.8、1.3百分点，提升效果显著，体现了

RepBN对模型特征表达能力和训练稳定性的优化作

用。引入自适应阈值焦点损失函数（ATFL）替换传

统交叉熵损失后，模型的 mAP@0.5：0.95提升 0.6百

分点，提升效果不显著；但精确率、召回率mAP@0.5
分别提升 2.3、4.2、2.0百分点，均有显著提升，有效缓

解了类别不平衡带来的训练偏差。融合 HPA 和

RepBN双模块后，模型的mAP@0.5：0.95提升 0.9百

分点，提升效果不显著；但精确率、召回率、mAP@0.5
分别提升 2.6、3.7、2.0百分点，提升效果显著，该结果

表明 HPA 的特征提取增强与 RepBN 的训练稳定性

优化存在协同效应，相较于单一模块，双模块组合进

一步提升了模型对复杂场景的适应性，为后续融合

ATFL模块奠定了性能基础。与YOLO11基础模型

相比，改进模型的精确率、召回率、mAP@0.5、mAP@
0.5：0.95分别提升 5.8、4.3、2.3、1.2百分点，参数量增

长 16%，FLOPs 增长 22.2%。参数量与计算量增幅

可控，模型复杂度得到良好控制，体现了改进模块在

开销层面的合理性；适度的参数量和计算量增长换

取了显著性能提升，验证了改进模块的有效性与可

行性。

表3　模型消融实验结果

Table 3　Results of model ablation experiments

模型 Model

YOLO11

YOLO11+HPA

YOLO11+RepBN

YOLO11+ATFL

YOLO11+HPA+RepBN

YOLO11+HPA+RepBN+ATFL

精确率/%
Precision

82.6

82.9

86.0

84.9

85.2

88.4

召回率/%
Recall

75.2

79.1

79.0

79.4

78.9

79.5

mAP@
0.5/%

85.6

87.5

86.9

87.6

87.6

87.9

mAP@0.5:
0.95/%

77.6

77.9

78.1

78.2

78.5

78.8

参数量/106

Parameters

2.5

2.9

2.6

2.6

2.9

2.9

浮点运算速度/（109 s-1） 
FLOPs

6.3

7.7

6.5

6.6

7.7

7.7
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2.2　与其他模型检测效果对比

为了进一步验证改进模型的有效性，在实验配

置环境和数据集不变的情况下，将该改进模型与应

用广泛且具有代表性的主流目标检测算法进行对

比 ，包 括 Faster-RCNN、YOLOv5、YOLOv6、YO⁃
LOv8、YOLOv10。选择精确率、召回率、mAP@
0.5、mAP@0.5：0.95、参数量和 FLOPs 作为评估

指标。

由表 4可知，针对番茄叶片病虫害检测，改进模

型在检测精度和综合性能上显著优于其他对比模

型，改进模型的精确率达到 88.4%，虽然相较于 YO⁃
LOv6有所降低，但显著高于其他模型。改进模型召

回率为79.5%，是所有对比模型中最高的。高召回率

意味着模型能检测出更多真实目标，尤其在密集目

标或小目标场景下漏检率更低，验证了其对复杂布

局中目标的捕捉能力。改进模型的 mAP@0.5 以

87.9%领先所有对比模型，较YOLOv8提升 3.1百分

点，较YOLOv6提升4.6百分点。改进模型的mAP@
0.5：0.95为 78.8%，超越YOLOv6、YOLOv8等模型，

说明在更严格的检测标准下，改进模型仍能保持较

高的检测精度，对复杂场景中目标的尺度变化和重

叠情况具有更强的鲁棒性。相较于其他模型，改进

模型在增加有限计算量的情况下，实现了模型性能

的有效增强，验证了改进模块在计算开销与性能收益

间的平衡，改进后的模型在精度提升的同时，计算量

未过度膨胀，具备实际应用中高效计算的潜力。以上

结果表明，改进模型在检测精度和综合性能上全面优

于 YOLOv5、YOLOv6、YOLOv8、YOLOv10 等主流

算法，验证了其在实际应用场景中的有效性。

2.3　可视化分析

为了能够更直观地比较YOLO11改进模型和基

础模型的检测效果，选择同样的数据集对 2种算法进

行测试，并选择具有针对性问题的图片进行可视化

分析，YOLO11 改进模型和基础模型可视化结果如

图5所示。

通过对比检测效果，相较于YOLO11基础模型，

改进模型在复杂背景的番茄叶片中显著减少了漏检

和误检情况，有效提升了小目标检测与遮挡场景下

的特征提取能力，增加了模型的特征表达能力和稳

定性，显著提升了小目标检测的精度。YOLO11 基

础模型因小目标特征占比低、易受叶片纹理干扰，对

斑枯病、潜叶蝇等小目标病虫害漏检率较高；而改进

模型通过 HPA 模块强化小目标空间特征提取、AT⁃
FL模块提升小目标样本损失权重，使小目标病害的

正确识别率显著提高，直接推动召回率与 mAP@0.5

上升，且改进模型的mAP@0.5：0.95较基础模型提升

1.2百分点，说明在不同 IoU阈值下，小目标病害的检

测稳定性均优于基础模型。YOLO11基础模型面对

叶片重叠样本时，易因遮挡导致关键病斑特征丢失，

出现误判；改进模型通过 HPA模块的分组特征重校

准技术，有效区分遮挡区域的病害特征与非病害特

征，减少遮挡干扰导致的误检，同时ATFL模块对遮

挡这类“难分样本”的损失权重进行动态调整，避免

模型忽视遮挡场景样本，最终使遮挡场景下的病害

漏检率降低，召回率显著提升，验证了改进模型在复

杂遮挡场景下的鲁棒性。综上所述，该改进模型不

仅有效提高了复杂背景下番茄叶片病害的检测精

度，而且还显著降低了漏检和误检情况，具备实际应

用价值。

3　讨 论

针对番茄叶片病害检测中存在的类别分布不

表4　不同检测模型对比实验

Table 4　Comparative experiments of different detection models

模型 Model

Faster-RCNN

YOLOv5

YOLOv6

YOLOv8

YOLOv10

YOLO11

改进模型 Improved model

精确率/%
Precision

62.6

85.7

88.7

85.9

81.1

82.6

88.4

召回率/%
Recall

78.6

77.2

73.2

72.9

78.4

75.2

79.5

mAP@0.5/%

79.2

84.2

83.3

84.8

83.7

85.6

87.9

mAP@0.5:
0.95/%

64.3

76.9

77.9

75.4

75.1

77.6

78.8

参数量/106

Parameters

137

2.7

4.2

3.1

2.6

2.5

2.9

浮点运算速度/（109 s-1） 
FLOPs

370

7.1

11.8

8.1

8.2

6.3

7.7
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均、小目标特征提取困难及复杂环境检测精度不足

等问题，本研究提出了一种基于改进 YOLO11 的目

标检测算法，通过引入自适应阈值焦点损失函数

（ATFL）、混合池化注意力模块（HPA）和重参数批

归一化（RepBN），显著提升了模型对番茄叶片病害

的检测性能。

对 9类番茄叶片病虫害图像的识别结果发现，改

进模型的核心评估指标较YOLO11基础模型均有显

著提升：精确率从 82.6% 提升至 88.4%、召回率从

75.2% 提升至 79.5%、mAP@0.5 从 85.6% 提升至

87.9%、mAP@0.5：0.95从 77.6% 提升至 78.8%。相

较于 Faster-RCNN、YOLOv5、YOLOv6 等主流目

标检测模型，改进模型在召回率与 mAP@0.5 上均

处于领先水平，且在小目标场景与复杂遮挡场景中

表现出更优的鲁棒性。改进模型的参数量（2.9×
106）与 FLOPs（7.7×109 s−1）相较于基础模型增幅

可控，在保证检测精度的同时，未过度增加部署

成本。

本研究通过多模块协同优化，为番茄叶片病害

的检测提供高效解决方案，为农业病害检测技术的

发展提供了新的思路和参考。然而，结合实际田间

应用场景与技术发展需求，本研究仍存在以下局限

与可改进空间：其一，模型对极端田间环境的鲁棒性

不足，在强光直射、弱光逆光、叶片附着粉尘或水渍

等复杂条件下，病害特征易被环境噪声干扰，导致检

测精度会出现明显波动；其二，数据集中罕见病害样

本占比相对较低，模型对这类低频次病害的特征学

习不够充分，泛化能力有待进一步验证；其三，现有

模型虽控制了参数量增长，但在移动端、边缘计算设

备的实时推理速度与功耗适配性上仍有优化空间，

难以完全满足田间快速巡检的实际需求；其四，模型

未充分考虑田间动态干扰因素的影响，实际部署时

的环境适应性需进一步强化。未来工作将聚焦于以

下几个方面：（1）模型精度与效率的协同优化，探索

更先进的网络剪枝、知识蒸馏或量化感知训练技术，

在保证（甚至提升）现有精度的前提下，显著降低模

型参数量与计算复杂度；（2）轻量化模型架构的深度

设计，研究专为移动端部署优化的高效骨干网络与

注意力机制，并优化模型推理引擎；（3）增强模型在

实际复杂场景中的鲁棒性、通过引入更丰富多样的

田间背景数据，模拟不同光照、遮挡和病害发展阶段

的数据增强策略，或探索半监督/自监督学习利用未

标注数据，进一步提升模型在极端条件下的泛化能

力与检测稳定性。这些方向的深入探索，将有力推

动该技术在番茄叶片病害移动端智能诊断设备中的

高效落地应用。
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An improved YOLO11-based method of detecting tomato leaf diseases

QIN Haoxiang,ZHAO Xia,WANG Min,ZHOU Hui

College of Information Science and Technology， Gansu Agricultural University，Lanzhou 730070， China

Abstract An improved YOLO11 algorithm integrating multiple modules was proposed to solve the 
problems of uneven distribution of categories， difficulties in extracting features of small target， and insuffi⁃
cient accuracy in detecting tomato leaf diseases in complex environments.Firstly， the adaptive threshold fo⁃
cal loss （ATFL） was used to replace the loss of traditional cross-entropy.The process of training was opti⁃
mized by implementing a dynamic weight allocation strategy to address the issue of imbalanced samples of 
diseases， enhance the ability of model to learn features for disease categories with low-frequency and im⁃
prove the overall accuracy of detection.Secondly， the hybrid pooling attention module （HPA） was intro⁃
duced to replace the ordinary convolution in the C3k2 module， and a parallel pooling branch was designed.
The ability of extracting spatial feature of small target diseases was strengthened by combining with the 
group feature recalibration technique to enhance the ability of antiocclusion detection in complex environ⁃
ments.Finally， the normalization in the Conv structure was replaced with re-parameterized batch normaliza⁃
tion （RepBN）， and a learnable adjustment parameter was introduced to reconstruct the process of normal⁃
ization to stabilize the feature distribution at the stage of training， accelerate the convergence of model， and 
enhance the performance of generalization.The results showed that the improved YOLO11 model had excel⁃
lent performance on the dataset of tomato leaf diseases， with increases of 5.8， 4.3， 2.3， and 1.2 percent⁃
age points in the precision， recall， mAP@0.5， and mAP@0.5：0.95 evaluation metrics compared with that 
of the YOLO11 base model， respectively.It had good performance on detecting areas of small target diseas⁃
es and scenarios of dense occlusion in particular.It is indicated that the improved YOLO11 algorithm effec⁃
tively improves the performance of the model in detecting tomato leaf diseases， achieving a synchronous im⁃
provement in the accuracy and robustness of detecting tomato leaf diseases.

Keywords deep learning； YOLO11； detection of tomato leaf diseases； loss function； hybrid pooling 
attention module （HPA）； re-parameterized batch normalization （RepBN）
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